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Прогнозные математические модели макроэкономических показателей, 
использующие традиционные объясняющие переменные, в условиях струк-
турных трансформаций экономики становятся малоэффективны. В связи с 
этим возрастающий интерес вызывают новостные индексы, отражающие те-
кущие события, изменения в экономической политике, настроения участни-
ков рынка и другие факторы, оказывающие влияние на экономическую ак-
тивность в режиме реального времени. Современные методы обработки ес-
тественного языка (Natural Language Processing, NLP) и технологии анализа 
больших данных существенно расширили возможности извлечения релевант-
ной информации из новостных источников. В настоящей статье рассматри-
вается применение большой языковой модели (Large Language Models, LLMs) 
в системе с генерацией, дополненной поиском (Retrieval-Augmented Genera-
tion, RAG), для анализа крупных массивов новостных данных с учетом их 
контекстуальной значимости. Предложенный подход сопоставляется с тра-
диционными моделями обработки текстовых данных при формировании но-
востных индексов. Для проверки эффективности проводится анализ пред-
сказательной способности сформированных индексов в эконометрических 
моделях прогнозирования ряда макроэкономических показателей. 
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Введение 
 

Экономические кризисы, технологические сдвиги, изменения в политике или гло-
бальные события могут нарушать устойчивые корреляции между экономическими инди-
каторами, что делает структурные модели уязвимыми перед новыми реалиями. В таких 
условиях использование классических запаздывающих объясняющих факторов в прогноз-
ных моделях затрудняет предсказание экономической динамики, создавая потребность 
в более адаптивных подходах прогнозирования. 

Одним из перспективных направлений в этой области является разработка качест-
венных опережающих индикаторов на основе текстовых данных. Новости, как отражение 
текущих экономических процессов, позволяют фиксировать изменения в рыночных на-
строениях, политических решениях и макроэкономических тенденциях практически в ре-
альном времени.  

Экономические агенты формируют ожидания на основе информационного потока 
из СМИ и интернета, а затем выражают их в потребительском и инвестиционном поведе-
нии, что делает анализ текстов важным инструментом для моделирования неопределен-
ности экономической политики при прогнозировании экономических показателей. Ме-
ханизм влияния новостей на экономическую активность описан в ряде научных работ 
[Petrova, Trunin, 2023; Baker, Blomm, Davis, 2016]. Общий механизм заключается в следую-
щем: рост экономической неопределенности, фиксируемый в СМИ и интернете, формиру-
ет ожидания фирм и домохозяйств. Эти ожидания, в свою очередь, напрямую воздействуют 
на реальные экономические показатели через изменение поведения экономических аген-
тов. Таким образом, ухудшение новостного сентимента становится фактором, замедляю-
щим экономический рост. Это влияние проявляется через несколько ключевых каналов. 

1) Инвестиции: когда будущие экономические условия становятся менее предска-
зуемыми, компании сталкиваются с повышенным риском, связанным с долгосрочными 
обязательствами. В такой ситуации, чтобы избежать невозвратных потерь, фирмы склон-
ны откладывать или полностью отказываться от новых инвестиционных решений.  

2) Влияние занятости: риски неопределенности бизнеса приводят к уменьшению 
общего объема выпуска товаров и услуг в краткосрочной перспективе, снижая спрос на 
труд. 

3) Влияние на потребление: столкнувшись с неопределенностью, домохозяйства 
начинают накапливать средства (сберегать) из мотивов предосторожности, чтобы иметь 
финансовую подушку для сглаживания своего потребления во времени. В результате та-
кого поведения сокращается совокупный спрос.  

4) Влияние на финансовые инструменты: в непредсказуемой экономической среде 
инвесторы требуют более высокую премию за риск, что приводит к росту ставок по кре-
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диту, что увеличивает стоимость привлечения капитала для компаний. Более того, рост 
неопределенности повышает вероятность наступления дефолта, а также совокупные без-
возвратные издержки банкротства, что сдерживает производительность и экономический 
рост. 

При этом в работе [Ulyankin, 2020] было отмечено, что индексы, основанные на ана-
лизе новостных текстов и поисковых запросов, обладают преимуществом по сравнению 
с традиционными ручными индексами настроений, поскольку оперативнее фиксируют 
изменения в настроениях. Это связано с тем, что люди сначала получают информацию 
из СМИ и интернета, а затем формируют мнение для опросов.  

Согласно исследованиям, такие переменные, как валовый внутренний продукт, ин-
декс промышленного производства, инфляция и реальная заработная плата, демонстри-
руют значимую чувствительность к изменениям в новостном фоне. Например, работы 
[Ulyankin, 2020; Petrova, Trunin, 2020; Simionescu, 2025] показывают, что новостные ин-
дексы могут улучшать прогнозы таких показателей, поскольку они отражают ожидания 
экономических агентов, изменения в монетарной политике и рыночные шоки, которые 
непосредственно влияют на производство, потребление и цены. 

Современные методы обработки естественного языка (Natural Language Processing, 
NLP) и анализа больших данных открывают возможности для извлечения количественно 
измеримой информации из текстов новостных статей. На сегодняшний день можно вы-
делить два подхода к анализу тональности и содержания текстов, которые могут быть 
использованы для построения новостных индексов: 

− статистические методы на основе использования словарей тональности и час-
тотного анализа встречаемости слов с положительной и отрицательной коннотацией. Этот 
подход отличается интерпретируемостью и простотой реализации, однако он не учиты-
вает контекст, что может снижать его точность; 

− нейросетевые модели – более продвинутые алгоритмы, такие как рекуррент-
ные сети и трансформеры. Эти модели способны учитывать контекст и семантику текста, 
что позволяет существенно повысить качество анализа тональности и прогнозирования 
экономических индексов. 

С развитием больших языковых моделей (Large Language Models, LLMs), обученных 
на больших массивах данных, появилась возможность анализа новостей с глубокой семан-
тической интерпретацией. Модели LLM также являются трансформерами и могут быть 
отнесены к последнему подходу, но работа с ними требует принципиально иных вычис-
лительных ресурсов и специфических методологических решений.  

Целью исследования является разработка и оценка прогностической способности 
новостных индексов, полученных с помощью различных NLP-методов, в прогнозирова-
нии макроэкономических показателей. В частности, исследуется возможность повышения 
точности прогнозов за счет использования семантического анализа текстов новостей, вы-
полняемого посредством дообученной модели трансформера «RuBERT» (Bidirectional en-
coder representations from transformers, BERT) и большой языковой модели «Llama 3» с 
системой дополненного поиска RAG (Retrieval-Augmented Generation, RAG). 

Статья состоит из трех разделов. В первом разделе представлен обзор литературы, 
включающий анализ существующих подходов к построению новостных индексов, а также 
примеры их использования в макроэкономическом прогнозировании. Второй раздел по-
священ описанию собственной методологии, что включает: построение прогнозных мо-
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делей, выбор и настройку моделей определения сентимента, описание алгоритмов обра-
ботки данных и формирования новостных индексов. В третьем разделе представлены 
результаты расчетов: сравнение новостных индексов, построенных на основе различных 
подходов, а также анализ их прогностических способностей в прогнозных моделях. В зак-
лючении приводятся выводы и описываются перспективные направления для исследо-
вания. 

 
1. Анализ литературы 

 
До становления эпохи языковых моделей на основе нейронных сетей анализ ново-

стей для построения сентимент-индексов, как правило, опирался на статистические методы, 
основанные на частотном анализе слов или использовании специализированных словарей 
позитивной и негативной лексики. Для представления текстов применялись векторизаци-
онные подходы, такие как «мешок слов» (bag-of-words) и TF-IDF (Term Frequency–Inverse 
Document Frequency), преобразующие текст в числовую форму, пригодную для обработки 
алгоритмами машинного обучения. Полученные векторы использовались далее в класси-
ческих задачах кластеризации или классификации. 

С развитием нейронных сетей в области обработки естественного языка (NLP) поя-
вились новые возможности для более глубокого анализа семантики текстов. Это привело 
к переходу от словарных и частотных методов к моделям, основанным на распределен-
ных представлениях слов (word embeddings) и, далее, к языковым моделям глубокого 
обучения, таким как LSTM, CNN и, наконец, трансформерным архитектурам, в том числе 
BERT и большим языковым моделям (LLM). 

Далее в обзоре литературы статьи систематизированы в логике этого перехода – 
от ранних статистических и словарных подходов к современным методам, основанным 
на языковых моделях и трансформерах.  

В случае «мешка слов» каждый элемент вектора соответствует определенному 
слову из словаря, а значения отражают частоту появления этого слова в тексте. Основным 
недостатком такого подхода является то, что он не учитывает порядок слов, контекстное 
окружение и семантические связи между словами. Во втором случае (TF-IDF) каждому слову 
в документе присваивается вес, который учитывает не только частоту появления слова в 
данном тексте, но и обратную частоту встречаемости этого слова в общем корпусе до-
кументов. Таким образом, часто встречающиеся слова получают меньший вес, тогда как 
редкие и значимые для конкретного текста термины имеют больший вес. Этот подход 
позволяет повысить релевантность выделения ключевых тем, однако, как и метод «меш-
ка слов», не учитывает порядок слов и контекстные зависимости, что ограничивает его 
эффективность при работе со сложными языковыми конструкциями. 

В 2017 г. Банк России предложил методику расчета высокочастотного индекса на 
основе ежедневных новостей [Yakovleva, 2018]. Яковлева разработала двухступенчатый 
подход. На первом этапе формировался количественный индекс, отражающий частоту 
упоминания различных тем в новостях. Для выделения тем использовалась модель ла-
тентного размещения Дирихле, автоматически распределяющая новости по категориям. 
В результате было выделено 50 тем, частота упоминания которых агрегировалась в еже-
месячные временные ряды. На втором этапе выполнялась классификация новостей по 
тональности на позитивные и негативные с использованием модели опорных векторов 
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(SVM), обученной на 2600 вручную размеченных текстах. Векторизация текстов для обеих 
моделей осуществлялась методом «мешка слов». Окончательный индекс для каждой те-
мы рассчитывался как произведение частоты ее упоминания (количественный показа-
тель) на соответствующую тональность новостей. Четыре из пяти главных компонент, 
выделенные методом PCA (Principal Component Analysis), оказались статистически значи-
мыми на уровне 10% в регрессионной модели для индекса деловой активности (PMI). 

В 2021 г. ЦБ РФ была пересмотрена методология построения новостного индекса 
[Селезнев и др., 2021]. Согласно уточненному подходу, с помощью тематического моде-
лирования авторы выделяли 100 тем, из которых по ключевым словам отбиралась един-
ственная с наибольшим экономическим уклоном. Каждому слову из отобранного пула но-
востей, согласно тональному словарю, присваивалась позитивная или негативная метка 
и вычислялась мера чистого оптимизма. Полученные тональности по новости умножались 
на вероятность принадлежности к выделенной экономической теме, а затем усреднялись 
внутри месяца. Финальный индекс рассчитывался посредством применения метода глав-
ных компонент к индивидуальным индексам по каждому источнику новостей. В работе 
подчеркивалось, что индекс не калибровался по какому-либо макроэкономическому пока-
зателю. При этом авторы продемонстрировали, что полученный индекс точнее отражает 
изменения в экономической динамике (на примере ВВП, инфляции и курса рубля), чем 
старая версия новостного индекса, которая не улавливала восстановление экономики 
после пандемии «COVID-19». 

В работе Петровой и Трунина [Petrova, Trunin, 2020] было построено три индекса 
настроений на основе интенсивности поисковых запросов для определенного перечня клю-
чевых слов. Отбор ключевых слов осуществлялся на основе анализа новостей СМИ. Тек-
сты новостей векторизовались в виде «мешка слов» и с помощью латентного размещения 
Дирихле разделялись на кластеры: четыре темы для категории «финансовые рынки», три 
темы для «денежного рынка» и одна тема для «экономических условий». Далее для при-
веденных тем вручную выбиралось 20 наиболее важных слов. С помощью сервиса Google 
Trends по каждому слову из распределения был построен временной ряд интенсивности 
поискового запроса. С помощью метода главных компонент авторы снижали размерность 
и получали итоговые индексы по трем темам. Построенные индикаторы были сопостав-
лены с индексом финансового стресса АКРА, индексом потребительской уверенности Рос-
стата. Наилучшую корреляцию показал индикатор настроений на финансовом рынке: 
–0,735 с индексом финансового стресса и 0,536 с индексом потребительской уверенности. 

В другой работе Петровой и Трунина [Петрова, Трунин, 2021] тональный словарь 
использовался для построения индекса, предназначенного для оценки влияния информа-
ционных сигналов, содержащихся в пресс-релизах Банка России, на ключевые показатели 
денежного рынка. На первом этапе авторами был проведен тематический анализ текстов 
при помощи латентного размещения Дирихле. Далее каждое слово в тексте новости раз-
мечалось в соответствии со словарем позитивных и негативных слов, а затем для каждой 
новости из отобранных категорий была посчитана мера чистого оптимизма. Значение ин-
дикатора меньше нуля говорило об ужесточении монетарной политики, значение больше 
нуля – о смягчении денежно-кредитной политики. Итоговый индикатор выводился как 
произведение полученного индикатора на вероятность отнесения к соответствующей 
теме. Результаты эконометрического анализа, проведенного с использованием модели 
EGARCH(1,1), продемонстрировали значимую прогностическую ценность построенных но-
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востных индексов. Информационные сигналы, извлеченные из пресс-релизов Банка Рос-
сии, привели к снижению однодневной ставки МИАКР на 0,275 п.п. при векторизации 
«мешок слов» и на 0,16 п.п. при векторизации TF-IDF.  

В работе Ульянкина [Ulyankin, 2020] для построения новостного индекса приме-
нялся частотный подход, при котором рассчитывалась доля новостей, содержащих пул 
предопределенных «кризисных» слов, и анализ сентимента, где каждому слову присваи-
валась «сила выраженности эмоционально-оценочного заряда», в соответствии с тональ-
ным словарем русского языка1. Сумма полученных значений усреднялась по длине ново-
сти, затем считалась средняя оценка за месяц по всем статьям. 

В работе Ульянкина [Ulyankin, 2020] было эмпирически доказано, что автоматиче-
ски сконструированные новостные и поисковые индексы не только коррелируют с «руч-
ными» индикаторами, но и являются их причиной по Грейнджеру. Это означает, что ди-
намика новостных индексов содержит опережающую информацию, полезную для про-
гнозирования индикаторов настроений, основанных на опросах. «Ручными» автор назы-
вает индексы, построенные на основе опросов потребителей и бизнеса, например, индекс 
потребительских настроений, индекс деловой активности и индекс предприниматель-
ской уверенности. 

Автор также провел оценку прогностической силы этих индексов для широкого 
набора макроэкономических показателей. Методология включала сравнение качества 
прогнозов базовой модели ARIMA и расширенной модели ARIMAX, куда в качестве экзо-
генной переменной добавлялся новостной индекс. Точность прогнозов сравнивалась с 
помощью средней абсолютной ошибки (MAE) и теста Диболда – Мариано. 

Анализ показал, что новостные и поисковые индексы наиболее эффективны для 
задач прогноза без лага. В среднем, добавление индекса снижало ошибку прогноза на 
0,132 п.п. при использовании текущих значений и на 0,085 п.п. при использовании лаго-
вых значений. В рейтинге индексов по их объясняющей способности первые места за-
няли поисковые индексы и частотный новостной индекс. 

Другие авторы тоже рассматривали связь новостных индексов с макропоказателя-
ми. Например, было показано, что новостные настроения объясняют до 25% разрыва 
в инфляционных ожиданиях домохозяйств и экспертов [Kmetz et al., 2022], а также влия-
ют на монетарную политику, снижая ставки и волатильность [Petrova, Trunin, 2020]. Для 
индекса промышленного производства ряд новостных индикаторов (в частности, «обра-
батывающая промышленность», «денежно-кредитная политика» и «финансовый сектор») 
обеспечивает статистически значимое повышение прогностической точности, согласно 
многошаговым тестам. Также эмпирически подтверждается, что дополнение факторной 
модели показателями настроений из новостей обеспечивает более высокую точность 
прогноза для занятости и индекса потребительских цен (ИПЦ) [Barbaglia et al., 2023].  

Более того, в модели в статье [Simionescu, 2025] обнаружена отрицательная связь 
инфляции с новостным индексом, означающая, что более оптимистичные ожидания экс-
пертов ассоциируются с более низкой инфляцией. Это подтверждает гипотезу, что ново-
сти влияют на инфляционные ожидания и отражают действие монетарной политики, что 
сказывается на реальной инфляции и других макроэкономических показателях. 

                                                 

1 См.: https://github.com/dkulagin/kartaslov/tree/master/dataset/emo_dict 
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Вернемся к анализу тональности. В эпоху развития нейросетевых технологий стала 
широко применяться для анализа тональности текста при построении новостных индек-
сов модель BERT (Bidirectional Encoder Representations from Transformers). К примеру, в ра-
ботах [Costola et al., 2023; Fazlija, Harder, 2023; Kim J., Kim H., Choi, 2023] использовали мо-
дель BERT для анализа сентимента финансовых новостей с целью прогнозирования цен 
на акции. К примеру, в работе [Costola et al., 2023] было продемонстрировано, что сен-
тимент BERT дает независимый вклад в объяснение колебаний доходности и волатиль-
ности, увеличивая объясняющую силу модели (adjusted R² ~0,25 для доходности S&P 
500 против ~0,15–0,2 без сентимента). При этом было отмечено, что сентимент лучше 
объясняет волатильность, чем классические переменные, такие как индекс ожиданий 
волатильности рынка и индекс финансового стресса. 

В работе [Fazlija, Harder, 2023] прогнозная модель, использующая сентимент-анализ 
финансовых новостей на основе BERT, превзошла по точности модель случайного блуж-
дания: при применении простой стратегии на основе среднего значения сентимента но-
востного контента точность достигла 51,8% против 49,9% у случайной модели (авторы 
прогнозировали направление изменения цены – рост или падение, преобразовав задачу 
в бинарную классификацию). Наибольшего улучшения удалось достичь при использова-
нии классификатора «Random Forest» с входными признаками на основе сентимента тек-
ста новостей – точность выросла до 56,1%, а годовая доходность составила 16,26% по срав-
нению с отрицательной доходностью −9,75% у модели случайного блуждания. 

В работе [Kim J., Kim H., Choi, 2023] прогнозная модель, использующая сентимент-
анализ на основе BERT, сравнивалась с базовой моделью LSTM, основанной только на ры-
ночных данных без учета новостного сентимента. Результаты показали, что модель с ин-
дексом BERT значительно превзошла по точности модель без сентимента: коэффициент 
детерминации (R²) вырос с 0,83 до 0,90. 

Используя аннотированный корпус твитов, исследователи в работе [Li, Tang, 2023] 
проверяли различные подходы к определению сентимента сообщений, связанных с инф-
ляцией. Среди протестированных моделей – логистическая регрессия, наивный байес, SVM, 
случайный лес, градиентный бустинг, а также модель FinBERT. В среднем, традиционные 
модели показывали точность в диапазоне от 28 до 61% на тестовой выборке, в то время 
как модель BERT достигла 79,99%. Полученные с помощью BERT оценки сентимента ис-
пользовались далее для построения временного индекса сентимента и его включения в 
модели прогнозирования инфляции. Однако авторы не измеряли прирост точности прог-
ноза при добавлении сентимента в модель инфляции, но отметили, что при его включе-
нии коэффициенты лагов инфляции становились незначимыми, а индекс сентимента ока-
зывался статистически значимым. 

Отличительной чертой модели BERT является наличие слоя внимания, который по-
зволяет улавливать контекстуальные зависимости между словами в тексте. Кроме того, 
BERT является мультиязыковой моделью и в открытом доступе можно найти модели, спе-
циально дообученные для определенных языков. Одной из таких является RuBERT. Это 
модель, которую Куратов и Архипов [Kuratov, Arkhipov, 2019] дообучили на датасетах 
«ParaPhraser», «RuSentiment» и «SDSJ Task B»2, что позволило достичь F1-меры для точно-

                                                 

2 ParaPhraser – пары предложений, помеченные как являющиеся перефразом и не являющиеся, 

RuSentiment – датасет постов из сети «ВКонтакте» для мультиклассовой классификации настроений, 
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сти определения тональности постов в социальной сети «Вконтакте» в 72,64%, что на 1 п.п. 
больше относительно бенчмарк-модели. 

Для улучшения результата решения определенной задачи на специфическом дата-
сете используется тонкая настройка (fine-tuning), которая в отличии от дообучения пред-
полагает изменение не всех параметров модели, а только некоторой части – весов внима-
ния. Сметанин и Комаров [Smetanin, Komarov, 2021] проанализровали, как тонкая настрой-
ка BERT и ruBERT влияет на качество классификации сентимента. На датасете «Kaggle 
Russian News Dataset», состоящим из 8200 русскоязычных новостей, размеченных на по-
зитивный, нейтральный и негативный классы, при тонкой настройке ruBERT было полу-
чено улучшение метрики F1-score с 70,0 до 73,63%, на мультиязыковом BERT F1-score был 
повышен 66,29 до 71,36%.  

Следующим этапом развития подходов для определения сентимента стало появле-
ние больших языковых моделей (LLM). Эти модели обучаются на больших объемах тек-
стовых данных, что позволяет им улавливать сложные семантические и синтаксические 
зависимости. Одним из значительных преимуществ LLM является гибкость при правиль-
ном подходе к промпт инженерии (prompt engineering). Этот процесс включает формули-
ровку вопросов и инструкций, которые направляют модель на решение конкретной задачи. 
Благодаря своей архитектуре LLM могут быстро адаптироваться к изменениям в промпте и 
решать широкий спектр задач, без необходимости повторного обучения модели, что по-
лезно в случае построения новостных индексов, так как позволяет менять только промпт, 
не требуя отдельной модели для каждого макроэкономического индекса или новостного 
индекса, при этом обеспечивая высокую точность в разнообразных контекстах. 

В исследовании [Бондаренко, Елисеев, Ермоленко, 2024] авторы дообучали RuGPT-3 
и RuBERT на датасетах «Russian-language reviews» и «News Category Dataset». Результаты 
показали, что RuGPT-3 превосходит RuBERT, обеспечивая средний прирост точности клас-
сификации на 8,45% и увеличение усредненной F1-меры на 10,95%. 

В англоязычной научной среде имеется большее количество исследований в обла-
сти семантического анализа текстов с использованием LLM. Например, ряд работ посвя-
щен анализу настроений новостей на финансовых рынках и тональности постов в соци-
альных сетях [Sun et al., 2023; Thomas, 2024; Zhang et al., 2023].  

Так например, в исследовании [Zhang et al., 2023] было показано, что тонкая на-
стройка Llama-3 на корпусах данных «Twitter financial news sentiment», «FiQA dataset» и 
«FPB Dataset» значительно повышает качество анализа настроений новостей финансовых 
рынков относительно базовой модели: качество модели (F1-score) растет с 0,397 до 0,739 
на датасете FPB и с 0,363 до 0,811 на датасете «Twitter Test». При этом тонко настроенная 
Llama-3 превзошла в точности ранее разработанные модели для определения семантики 
финансовых новостей: FinBERT и BloombergGPT.  

Также в работе [Zhang et al., 2023] был предложен способ улучшить качество опре-
деления семантики с помощью системы расширенной поисковой генерации (от англ. RAG 
system). Предложенная технология позволила индивидуально обогатить контекст каж-
дой новости с помощью других текстов, имеющих связанную тематику. Для этого в за-
прос модели авторы добавляли иные новостные публикации и пресс-релизы. Благодаря 

                                                                                                                                      

SDSJ Task B – набор русскоязычных текстов и вопросов к ним на общую и банковскую тематику, 

собранный в результате соревнования на Sberbank Data Science Day. 
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предложенному подходу авторам удалось улучшить качество классификации текстов: мет-
рика «F1-score» модели GPT-4.0 возросла с 0,652 до 0,708, а Llama-3 с 0,811 до 0,842. 

В работе [Thomas, 2024] исследовалась возможность улучшения производительно-
сти компактных языковых моделей за счет LLM. Авторами было продемонстрировано, что 
более простые языковые модели могут быть дообучены до сопоставимого результата, но 
требуют большого количества качественно размеченных данных. Для устранения недос-
татка данных авторы предлагают использовать генеративные возможности крупных язы-
ковых моделей, таких как GPT-4 Omni. В частности, была разработана модель TinyFinBERT, 
которая, будучи значительно меньшей по размеру, достигает производительности, сопо-
ставимой с FinBERT, при этом ее точность в анализе тональности финансовых новостей 
составляет от 97,5 до 107,5% от показателей FinBERT. 

В исследовании [Sun et al., 2023] поднималась проблема правильности подхода к 
сентимент-анализу. Классический подход подразумевает то, что одна модель принимает 
решение о тональности текста единожды. Авторами была предложена стратегия перего-
воров множества языковых моделей Основой предлагаемой стратегии является система 
«генератор-дискриминатор», в которой одна языковая модель предлагает решение по на-
строению текста, в то время как другая оценивает это решение. В результате, используя 
обсуждение между GPT-3.5 и GPT-4, авторам удалось повысить точность определения сен-
тимента относительно базовых моделей. 

Таким образом, модели семейства трансформеров, а впоследствии и большие язы-
ковые модели, стали важным этапом в эволюции методов обработки текстовых данных. 
В отличие от статических подходов, таких как «мешок слов», TF-IDF или ранних нейросе-
тевых моделей, например, Word2Vec, современные модели позволяют создавать динами-
ческие эмбеддинги слов, которые зависят от контекста их использования. Большие язы-
ковые модели, в свою очередь, способны не только анализировать и классифицировать 
тексты, но и генерировать новые данные, что открыло возможности для создания синте-
тических датасетов. 

 

2. Данные и методология расчетов 

 

Для проведения исследования использовались тексты новостей из единственного 
источника. Были собраны дата, заголовки, тексты новостей и их тематика («Экономика 
и бизнес», «Политика», «Общество» и так далее). Всего база данных включала 1666368 но-
востей за период с 01.01.2014 г. по 14.10.2024 г. 

На основе новостей мы строим индивидуальные индексы для индекса выпуска то-
варов и услуг, ИПП, инфляции и реальной заработной платы. Для этого под каждый мак-
роэкономический показатель из общего пула отбирались релевантные новости. Критери-
ем релевантности выступало наличие минимального количества пересечений с ключевы-
ми словами, отобранными индивидуально (см. табл. 1). Проверка на наличие пересечений 
осуществлялась с учетом приведения слов в текстах к базовой словоформе. 

В результате процедуры отбора число уникальных новостей для ИПП составило 
13631, куда вошли публикации из разделов: «Экономика и бизнес», «Политика», «Общест-
во» и так далее; для ВВП было отобрано 3267, для инфляции – 32525; для реальной за-
работной платы – 7332 текстов. Минимальная длина новости составила 60 слов, средняя 
длина – 300 слов. 
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Таблица 1. 
Наборы ключевых слов и требуемое количество пересечений  

с этими словами для макроэкономических показателей 

Макроэкономический  

показатель 

Набор слов Число  

вхождений 

(не менее) 

Индекс промышленного  

производства 

Промышленность, добыча, ископаемый, про-

изводство, обрабатывающий, электричество, 

газ, энергия, вода, товар, услуга 3 

Индекс потребительских цен Инфляция, цена, рост 2 

Реальная заработная плата Реальная, заработная, плата, денежные, дохо-

ды, население, бедность, прожиточный, мини-

мум, индексация 

3 

Индекс выпуска товаров  

и услуг по базовым видам 

экономической деятельности 

Безработица, занятость, кадры, дефицит 2 

 

Для построения новостных индексов метка класса каждой новости умножалась на 
вероятность принадлежности к классу (позитив или негатив), полученная в результате 
применения модели классификации. Таким образом определяется сентимент каждой но-
вости. Затем в рамках каждой тематики («Экономика и бизнес», «Общество», «Политика» 
и так далее) полученные оценки сентимента усреднялись по каждому месяцу. Затем для 
устранения шума полученные значения были сглажены скользящим средним за три ме-
сяца. Так были получены временные ряды новостных индексов по каждой тематике за 
период с 01.01.2015 г. по 10.31.2024 г. Для рассматриваемых макроэкономических показа-
телей выбирался новостной индекс, имеющий наибольшую корреляцию с фактическими 
значениями за соответствующий период. 

Для определения сентимента новостей мы использовали три модельных подхода: 
• нейронную сеть с архитектурой трансформера RuBERT;  
• большую языковую модель (LLM); 
• большую языковую модель с системой дополненного поиска (LLM +RAG). 
С целью проверки прогностических способностей полученных новостных индексов 

для каждого макроэкономического показателя строился ряд ARIMAX-моделей: базовая c 
дополнительными экзогенными переменными3 и дополнительные, которые помимо ба-

                                                 

3 Перечень экзогенных переменных для каждой модели представляет собой результат отбора 

факторов на основе анализа литературы, корреляционного и причинного анализа переменных, а 

также исходя из фактической доступности статистических данных. Так, в модели для ИПП исполь-

зовались бизнес-климат Банка России, реальная заработная плата, средневзвешенные процентные 

ставки по кредитам, ключевая ставка, погрузка на сети РЖД; для инфляции – средневзвешенные 

процентные ставки по кредитам, курс рубля к доллару США, стоимость нефти; для ВВП – бизнес-

климат Банка России, ключевая ставка, средневзвешенные процентные ставки по кредитам; для 

заработной платы – курс рубля к доллару США, вклады (депозиты) и другие привлеченные средства 

физических лиц, уровень безработицы в возрасте 15 лет и старше. 
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зовых регрессоров включали новостные индексы, полученные различными способами. 
Параметры моделей ARIMA(p,d,q) в каждом случае определялись индивидуально: q – в ре-
зультате проверки целевой переменной на стационарность, p (порядок AR), q (порядок MA), 
а также выбор лагов объясняющих переменных – в результате минимизации критерия BIC. 

В исследовании были использованы макроэкономические показатели, характери-
зующие индекс промышленного производства, инфляцию, индекс выпуска товаров и ус-
луг по базовым видам экономической деятельности и заработную плату, измеренные в 
процентах прироста к предыдущему месяцу. Для корректировки сезонности был исполь-
зован подход STL4. Перед использованием в модели новостные индексы были пересчита-
ны в логике целевых переменных: количественные индексы были преобразованы в про-
центные изменения по отношению к предыдущему месяцу. Качество прогноза моделей 
с новостными индексами и без новостного индекса сравнивалось на тестовой выборке 
размером 12 месяцев с использованием теста Диболда – Мариано и величины средней аб-
солютной ошибки (MAPE). 

Далее рассмотрим подробно процесс построения каждой модели для оценки сенти-
мента новостей. 

 

2.1. Нейронная сеть с архитектурой трансформера RuBERT 

 

В рамках первого подхода использовалась предобученная модель RuBERT. Для улуч-
шения качества классификации сентимента экономических новостей применялась тонкая 
настройка – дообучение модели на специфическом датасете (подход, хорошо зарекомен-
довавший себя для решения подобного класса задач [Smetanin, Komarov, 2021]). Для этого 
использовался набор данных экономических новостей на русском языке, размеченный 
на позитивный, негативный и нейтральный классы5. Датасет был размечен с помощью 
модели RuBERT Tiny, которая была дообучена на коротких русскоязычных текстах на 
задачу классификации настроения6.  

Тренировочный датасет был разделен в соотношении 80% на 20% для трениро-
вочной и тестовой выборки соответственно. По результатам дообучения (тонкой настрой-
ки) модели качество классификации на тестовой выборке составило 73,8% (Accuracy). 
Далее каждой новости из собственной базы данных для построения индекса была при-
своена метка класса 0, 1 или –1 для нейтрального, позитивного и негативного сентимента 
соответственно, а также вероятность принадлежности к этому классу. 

 
2.2. Большая языковая модель (LLM) 

 
В рамках второго подхода мы проверили возможности языковой модели Llama 3.1-8B 

в определении сентимента экономических новостей. Использование модели предполага-

                                                 

4 STL (Seasonal-Trend decomposition using Loess) – метод разложения временного ряда на трендо-

вую, сезонную и остаточную компоненты с использованием локально-взвешенной регрессии (LOESS) 

для сглаживания. 
5 См.: https://huggingface.co/datasets/mxlcw/telegram-financial-sentiment-summarization 
6 Разметка проводилась автором используемого датасета с помощью модели 

https://huggingface.co/seara/rubert-tiny2-russian-sentiment 
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ет режим диалога, в котором пользователь отправляет в модель запрос (промпт, от англ. 
prompt) с инструкциями и получает ответ в соответствии с требуемым шаблоном. Для ав-
томатизации процесса использовался шаблон промпта, представленный ниже, в который 
по циклу передавались тексты новостей. Для улучшения качества разметки сентимента 
мы также использовали технику Few-Shot prompting [Reynolds, McDonell, 2021], добавляя 
заранее подготовленные примеры верных разметок в контекст запроса. 

Таблица 2.  

Шаблон промпта для большой языковой модели 

Определи эмоциональную окраску экономической новости. 
 

Примеры: 

1) "Курс рубля упал с 80 до 100 рублей за доллар, из-за чего инфляция выросла на 4%". 

Ответ: "negative". 

Объяснение ответа: ослабление курса рубля с ростом инфляции на 4% негативно влияет на 

экономику 
 

2) "Из-за слабого рубля российские нефтяные компании получили сверхприбыль в этом году". 

Ответ: "positive". 

Объяснение ответа: сверхприбыль российских нефтяных компаний хорошо скажется на го-

сударственном бюджете РФ. 
 

text: {text} 

Верни ответ в json формате: 
 

{"label": // тут будет "positive", "negative" или "neutral", 

 "probability": // тут будет число от 0 до 1} 

Объяснение не нужно, другие форматы запрещены. 

 

В ответ на представленный выше запрос модель возвращает вероятность принад-
лежности к классу, что имеет смысл, поскольку было доказано, что большие языковые мо-
дели обладают математическими способностями, включающими ранжирование чисел, 
сложение, умножение, а также более сложные операции, что демонстрируют работы в 
области механистической интерпретации [Stolfo, Belinkov, Sachan, 2023]. 

На датасете с размеченным сентиментом российских экономических и финансовых 
новостей7 модель показала качество f-меры в ~0,66, что ниже, чем результаты, получен-
ные на основе предобученного RuBERT. Однако использование LLM дает ряд преимуществ: 
промпт может быть специфицирован для определения сентимента относительно каждо-
го экономического показателя. 

Для определения сентимента новостей собственного неразмеченного корпуса тек-
стов мы видоизменили начало вышеприведенного промпта на следующий шаблон: «Оп-
редели эмоциональную окраску экономической новости с точки зрения ее влияния на по-

казатель {target}», где в переменную «target» подставлялось наименование макроэконо-
мического показателя с релевантными для него новостями8. 

                                                 

7 См.: https://github.com/WebOfRussia/financial-news-sentiment 
8 Более подробно с шаблонами промптов и примерами их реализации можно ознакомиться в 

GitHub репозитории: https://github.com/MishaAnikutin/economics-rag-system 
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Далее мы использовали собственный корпус экономических текстов, аналогичный 
тому, который применялся RuBERT. Для каждой новости LLM оценивали ее сентимент 
на основании заданного промпта, при этом различия в качестве полученных результа-
тов позволяли выделить чистый эффект каждого метода и осуществить сравнение эф-
фективности различных подходов. 

 

2.3. Большая языковая модель  

с системой дополненного поиска (LLM +RAG) 

 

Третий подход для определения сентимента новостей состоит в использовании 
большой языковой модели с разработанной системой дополненного поиска (RAG). Основ-
ной принцип RAG заключается в том, что запрос обогащается дополнительной информа-
цией, позволяющей модели проводить более комплексный анализ. В нашем случае сис-
тема обогащает запрос другими релевантными новостями по теме из имеющегося корпу-
са, а также, при необходимости, пресс-релизами Центрального Банка из предварительно 
загруженной базы данных. 

На уровне программной реализации система RAG разделена на несколько модулей: 
работа с данными, LLM и модуль генерации промпта. Далее рассмотрим работу каждого 
модуля подробнее. 

Работа с данными. Каждую новость и пресс-релиз ЦБ мы разделили на фрагменты 
по четыре предложения, векторизовали с помощью токенизатора RuBERT [Kuratov, Arkhi-
pov, 2019] и загрузили в векторное хранилище. Для нахождения релевантной информации 
по новости мы использовали метод гибридного поиска. Эффективность такого подхода для 
экономических и финансовых новостей была отмечена в исследовании [Zhang et al., 2023]. 
Подход сочетает в себе лексический и семантический поиск, благодаря чему в процессе на-
хождения релевантной информации учитываются как точные совпадения названия ин-
дексов и метрик, так и смысл текста в контексте.  

Для поиска семантически близких новостей мы векторизовывали новость с по-
мощью токенизатора RuBERT, далее алгоритмом приближенного поиска ближайших со-
седей находили 10 самых ближайших векторов по косинусной мере в векторном храни-
лище. Дополнительно налагалось ограничение, позволяющее осуществлять поиск среди 
новостей, которые были опубликованы не позднее введенной новости, но и не ранее чем 
три месяца назад. Так мы находили семантически ближайшую информацию по новости. 

Для поиска лексически близких новостей мы применили векторизацию этих 10 но-
востей с использованием метода TF-IDF, который служит статистической мерой для оценки 
важности слова в документе относительно всего текстового корпуса. Из матрицы TF-IDF 
были получены векторные представления документов, для которых мы также рассчита-
ли косинусную близость к вектору изначально введенной новости. 

В итоге, для каждой релевантной новости мы определяли два значения: лексиче-
скую и семантическую близость по отношению к исходной новости. Конечный индекс схо-
жести формировался как линейная комбинация этих значений в соотношении 40% к 60%. 
Пороговое значение для отбора релевантных документов составляло 0,6, и при нахож-
дении подобных документов в контекст добавлялся самый близкий из них. 
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2.3.1. Декомпозиция индекса  

с учетом лага влияния события на экономику 

 
В дополнение к последнему подходу мы также протестировали возможность опре-

деления моделью лага влияния события, отраженного в новости, на динамику экономи-
ческого показателя. Для этого каждой новости присваивалась метка (long, middle, short), 
которую возвращала языковая модель. Произведенная таким образом разметка новостей 
позволила разделить исходный индекс на три отдельных: краткосрочный, среднесроч-
ный и долгосрочный. Первая главная компонента, выделенная методом PCA из трех ин-
дексов, в свою очередь, использовалась в качестве отдельного новостного индекса. 

 
2.4. Тонкая настройка RuBERT  

и дополнение новостей контекстом 

 
RuBERT SetFit. С целью обеспечения сопоставимых условий применения модели 

BERT и LLM, в частности, возможности использования промптов, адаптированных под каж-
дый целевой макроэкономический показатель, была проведена тонкая настройка моде-
лей BERT для каждого из рассматриваемых целевых индикаторов. 

Изначально тонкая настройка проводилась с помощью метода SetFit для сверхма-
лых выборок на синтетическом датасете, состоящем из текстов «Этот текст положитель-
ный/нейтральный/негативный» (в рамках zero-shot подхода). Однако качество получен-
ных моделей для каждого экономического показателя не превышало 60% (Accuracy). По-
этому для каждого макропоказателя авторами вручную было размечено по 8 текстов для 
каждого класса, затем проведена тонкая настройка моделей.  

Качество моделей было проверено на тестовом датасете (также размеченном вруч-
ную), и для перечисленных экономических показателей составило 90%, 90% и 70% (Accu-
racy) соответственно. Для текстов о реальной заработной плате лучшее качество класси-
фикации (Accuracy = 60%) показала модель, тонко настроенная на текстах, размеченных 
авторами. 

RuBERT Context. Для сопоставления трансформера BERT с подходом LLM+RAG для 
каждой новости были использованы ранее отобранные (с использованием вышеописан-
ной системы дополненного поиска «RAG» на основе RuBERT) контекстно близкие ново-
сти, которые были добавлены к основному тексту каждой новости и классифицированы 
с помощью тонко настроенной модели BERT (раздел 2.1). Сравнение моделей таким обра-
зом позволит понять, действительно ли большие языковые модели способны понимать 
и анализировать контекст относительно глубже, чем малые языковые модели, при ус-
ловии неизменной предобработки данных. 

 

3. Результаты 

 
На рис. 1 приведена динамика прогнозируемых макроэкономических показателей с 

наложением новостных индексов, имеющих наибольшую корреляцию среди используе-
мых подходов. 
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Рис. 1. Динамика макроэкономических показателей с наложением новостных индексов,  

имеющих наибольшую корреляцию 

 

Для проверки прогностических способностей полученных выше индексов в прогноз-
ных моделях использовался тест Диболда – Мариано и двухступенчатая процедура тести-
рования. На первом ее шаге найденная лучшая модель ARIMAX, включающая новостной 
индекс в числе экзогенных переменных (на основе соответствующего подхода: BERT, BERT 
SetFit, BERT Context, LLM, RAG, RAG-PCA), сравнивалась с аналогичной моделью без ново-
стного индекса. Нулевая гипотеза теста предполагает, что разность ошибок двух моделей 
на тестовой выборке неотличима от нуля: 

(1)  
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( )

0 1 2

1 2
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: 0,
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H E MSE MSE

H E MSE MSE
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где E  – математическое ожидание; 
1

MSE  – среднеквадратическая ошибка модели 1 на 

тестовой выборке; 
2

MSE  – среднеквадратическая ошибка модели 2 на тестовой вы-

борке. 
На втором шаге сравнивались модели с включением новостных индексов, рассчи-

танных с использованием различных подходов. В качестве 
1

MSE  использовалась ошибка 

ARIMAX модели с новостным индексом, рассчитанным на основании подхода, указанного 
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первым в заголовке табл. 3; в качестве 
2

MSE  – ошибка аналогичной модели с новост-

ным индексом на основании подхода, указанного вторым. 
В качестве статистики теста Диболда – Мариано использовался двухсторонний t-кри-

терий Стьюдента, подходящий для малых выборок. В табл. 3 приведены соответствую-
щие значения критических значений теста (в первой строке таблицы) и вероятности неот-
вержения нулевой гипотезы (вторая строка). Выборка включала в себя наблюдения с янва-
ря 2015 г. по декабрь 2024 г. Размер тестовой выборки составлял 12 последних месяцев. 

Таблица 3.  

Шаг 1: результаты сравнения ARIMAX моделей с включением новостного индекса 

и без него при помощи теста Диболда – Мариано 

Подход для расчета новостного индекса 

модель c индексом vs модель без индекса 

 

BERT BERT 

SetFit 

BERT 

Context 

LLM RAG-L RAG-M RAG-S RAG

PCA 

Индекс промышленно-

го производства, месяц 

к предыдущему месяцу 

0,77  

(0,46) 

0,99 

(0,34) 

0,01  

(0,99) 

1,37 

(0,2) 

–3,45 

(0,01) 

2,16  

(0,05) 

1,88  

(0,09) 

–2,49 

(0,03)

Инфляция, месяц  

к предыдущему месяцу 

–3,26  

(0,01) 

–3,98 

(0,0) 

2,46  

(0,03) 

2,47 

(0,03)

–4,7 

(0,0) 

4,87  

(0,0) 

1,46  

(0,17) 

1,26 

(0,23)

Индекс выпуска това-

ров и услуг по базовым 

видам экономической 

деятельности, месяц  

к предыдущему месяцу 

1,28  

(0,23) 

2,0  

(0,07) 

–1,69 

(0,12) 

1,31 

(0,22)

–2,16 

(0,05) 

–0,76  

(0,46) 

1,21  

(0,25) 

1,76 

(0,11)

Заработная плата, 

месяц к предыдущему 

месяцу 

–1,46  

(0,17) 

–2,75 

(0,02) 

3,72  

(0,0) 

–2,26 

(0,05)

2,75 

(0,02) 

0,8  

(0,44) 

–3,13  

(0,01) 

–0,33 

(0,75)

Примечание: темно-серым цветом выделены ячейки, где ошибка модели 1 значимо меньше ошибки 

модели 2 на 10-процентном уровне значимости; белым – обратная ситуация; серым – модели равно-

значны. 
 

Согласно полученным результатам, подходы с добавлением новостных индексов 
способны статистически значимо улучшить прогноз по сравнению с моделями без ново-
стных индексов.  

К примеру, в первой строке табл. 3 для ИПП подходы на основе RAG-L и RAG PCA 
позволили получить отрицательное значение t-статистики теста (что говорит о том, что 
ошибка модели с новостным индексом значимо меньше) в обоих случаях и меньше t-кри-
терия Стьюдента, который для T = 12 и уровня значимости 0,05 равен ±2,18. В свою оче-
редь, подходы на основе RAG и RAG PCA продемонстрировали значимое улучшение прог-
ноза относительно базовой модели BERT и ее улучшенной версии, в которой использует-
ся дополнительный контекст при классификации новостей (табл. 4). 
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Таблица 4.  

Шаг 2: результаты сравнения ARIMAX моделей  

при помощи теста Диболда – Мариано с включением новостных индексов,  

рассчитанных на основе различных подходов 

Подход для расчета новостного индекса  

LLM vs 

BERT 

RAG vs 

BERT 

RAG-PCA 

vs BERT 

LLM vs 

BERT 

SetFit 

RAG vs 

BERT 

Context 

RAG PCA 

vs BERT  

Context 

Индекс промышленного про-

изводства, месяц к предыду-

щему месяцу 

1,55  

(0,15) 

–3,13  

(0,01) 

–2,39  

(0,04) 

1,42  

(0,18) 

–2,46  

(0,03) 

–2,32  

(0,04) 

Инфляция, месяц к предыду-

щему месяцу 

3,49  

(0,01) 

2,52  

(0,03) 

1,41  

(0,19) 

3,2  

(0,01) 

–3,28  

(0,01) 

1,16  

(0,27) 

Индекс выпуска товаров  

и услуг по базовым видам 

экономической деятельности, 

месяц к предыдущему месяцу 

1,27  

(0,23) 

–3,22  

(0,01) 

1,79  

(0,1) 

0,87  

(0,4) 

0,55  

(0,59) 

3,32  

(0,01) 

Заработная плата, месяц  

к предыдущему месяцу 

–2,38  

(0,04) 

–2,84  

(0,02) 

0,01  

(0,99) 

–2,11  

(0,06) 

–3,99  

(0,0) 

–3,56  

(0,0) 

Примечание: темно-серым цветом выделены ячейки, где ошибка модели 1 значимо меньше ошибки 

модели 2 на 10-процентном уровне значимости; белым – обратная ситуация; серым – модели равно-

значны. 

 
При прогнозировании инфляции значимо улучшили прогноз новостные индексы 

BERT, BERT SetFit и RAG-L, причем статистически значимой разницы между прогнозами в 
рамках подходов BERT и RAG-L не обнаружено (вторые строки табл. 3 и 4). Значимо мень-
шая ошибка при прогнозировании индекса выпуска товаров и услуг получена в подходах 
BERT Context и RAG-L, которые объединяет использование дополнительной контекстной 
информации для классификации новостей для индекса. При сравнении прогнозов двух 
подходов RAG-L оказывается лучше, но незначимо (третьи строки табл. 3 и 4). Подходы 
BERT SetFit, LLM и RAG-S значимо улучшили прогноз модели для заработной платы. К то-
му же, индекс LLM значимо превзошел индекс на основе тонко настроенного BERT SetFit 
(четвертые строки табл. 3 и 4). Подходы на основе модели RAG во всех рассмотренных 
случаях дают значимое улучшение прогнозов моделей без индекса. Помимо прочего, они 
превосходят как базовые подходы на основе языковых моделей BERT, так и альтернатив-
ные версии индекса на основе большой языковой модели, задействующие расширенный 
контекст новости. 

Полученные результаты свидетельствуют в пользу того, что включение в число эк-
зогенных переменных новостного индекса, построенного на основе одного из применен-
ных подходов, позволяет улучшить качество прогноза относительно модели без новост-
ного индекса. При этом в большинстве случаев значимое улучшение прогноза демонст-
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рирует новостной индекс, построенный на основе современной большой языковой моде-
ли с механизмом расширения анализируемого контекста при оценке сентимента новости 
(RAG-система). Для трех макроэкономических показателей значимое улучшение прогноза 
дал долгосрочный индекс, построенный с помощью RAG-L, для двух показателей значимо 
меньшую ошибку прогноза показали подходы BERT SetFit, остальные индексы значимо 
уменьшили ошибку прогноза для одного макроэкономического показателя. Результаты 
исследования, представленные в табл. 5, указывают на то, что включение новостных ин-
дексов в модель способствует снижению средней абсолютной ошибки прогноза для всех 
рассматриваемых показателей. Статистическая значимость данного улучшения подтверж-
дается результатами теста Диболда – Мариано, что позволяет говорить о потенциальной 
полезности новостных индексов для повышения точности прогнозов. 

Таблица 5.  

Средняя абсолютная процентная ошибка (MAPE)  

на тестовой выборке ARIMAX модели,  

включающей в числе экзогенных переменных один из новостных индексов, % 

MAPE  

без  

индекса 

BERT BERT

SetFit 

BERT 

Context 

LLM RAG-L RAG-M RAG-S RAG 

PCA 

Индекс про-

мышленного 

производства 1,32 1,35 1,36 1,30 1,39 1,18 1,38 1,37 1,04 

Инфляция,  

месяц к преды-

дущему месяцу 0,99 0,96 0,97 1,00 1,01 0,98 1,04 1,10 1,10 

Индекс выпуска 

товаров и услуг 

по базовым ви-

дам экономиче-

ской деятельно-

сти 1,45 1,48 1,50 1,35 1,51 1,39 1,39 1,50 1,50 

Заработная 

плата 1,15 1,14 1,14 1,33 1,13 1,24 1,18 1,12 1,15 

Примечание: темно-серым цветом выделены ячейки с наименьшей ошибкой MAPE. 

 

Заключение 

 

Данная работа демонстрирует потенциал использования больших языковых моде-
лей, сочетающих возможности промпт инжиниринга с механизмами расширения контек-
ста релевантной информацией из других новостей и пресс-релизов (RAG-системы) в об-
ласти построения новостных индексов. 
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Вместе с тем, классические подходы к определению сентимента, основанные на ма-
лых языковых моделях (например, RuBERT), остаются вполне конкурентоспособными по 
сравнению с новыми методами. Их преимущество связано с возможностью тонкой на-
стройки под конкретную задачу при помощи минимального набора вручную размечен-
ных данных (в нашем случае – разметки новостей по сентименту относительно опреде-
ленного целевого показателя). Однако такой этап настройки не исключает необходимость 
предварительного дообучения модели на более широком размеченном датасете, предна-
значенном для общего определения сентимента экономических новостей. 

Использование RAG-системы в настоящем исследовании позволило повысить каче-
ство и точность анализа сентимента экономических новостей как при использовании под-
хода LLM, так и при использовании дообученной малой языковой модели RuBERT.  

При вероятности довести оба подхода до сравнительно равных возможностей по-
нимать контекст в узкоспециализированной задаче подход на основе LLM отличается 
большей гибкостью. Это преимущество обусловлено, прежде всего, возможностью рабо-
ты без необходимости предварительной разметки данных, поскольку все инструкции фор-
мулируются в виде текстовых промптов на естественном языке. Например, за счет от-
носительно небольшого изменения промпта удалось сформировать декомпозированный 
новостной индекс, учитывающий краткосрочные, среднесрочные и долгосрочные эффек-
ты на целевую переменную, что способствовало улучшению прогностических результатов 
для двух рассматриваемых показателей. Выполнение аналогичной по смыслу задачи на 
основе модели BERT потребовало бы специализированной разметки данных.  

Вместе с тем LLM-подход требует значительных вычислительных ресурсов и может 
быть менее эффективен при ограниченных аппаратных возможностях или в условиях, ког-
да необходима высокая интерпретируемость модели и контроль над процессом обучения. 

Полученные результаты позволяют выделить ряд направлений для дальнейших 
исследований и улучшений полученных результатов. Прежде всего стоит отметить срав-
нительно небольшой набор данных, использованный для анализа, который состоял из 
1,6 млн новостей, из которых только 45 тыс. были отобраны как релевантные для объяс-
нения экономической динамики, и 11 тыс. пресс-релизов Центрального банка. Увеличе-
ние объема текстовых данных может позволит улучшить точность поиска релевантной 
информации особенно в случае RAG-подхода. 

Во-вторых, перспективной является возможность использования более сложных 
больших языковых моделей. Исследования, такие как работа [Zhang et al., 2023], показы-
вают, что увеличение числа параметров модели приводит к значительным улучшениям 
благодаря улучшению способностей модели улавливать более сложные контекстные 
смыслы. Также является перспективным применение современных моделей с механизмом 
«Reasoning» (позволяет модели выстраивать цепочку рассуждений), поскольку задача для 
языковой модели подразумевает выявления связей между новостями и их контекстом. 

Кроме того, дообучение части весов большой языковой модели на специализиро-
ванном датасете экономических новостей может повысить точность сентимент-анализа, 
что также отмечено в работе [Zhang et al., 2023]. Однако важно отметить, что переобуче-
ние даже части весов LLM-моделей требует значительных вычислительных ресурсов. 

Наконец, существует множество возможностей для оптимизации алгоритмов в рам-
ках RAG-системы. Мы начали с базовой архитектуры с дополненным поиском, но множе-
ство подходов, таких как мультимодальная архитектура [Zhai, 2024], HyDE, Multi-Query и 
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методы Rerank [Eibich, Nagpal, Fred-Ojala, 2024], представляют собой возможности для 
значительного повышения точности поиска релевантных документов. Таким образом, 
RAG-подход в паре с большой языковой моделью демонстрируют потенциал для роста 
эффективности определения сентимента экономических новостей и предлагает множе-
ство направлений, в которых можно добиться значительных улучшений. 

 
 
 

∗   ∗ 
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Forecasting mathematical models of macroeconomic indicators that rely on traditional 
explanatory variables become less effective under structural economic transformations. In this 
regard, news indices, which reflect current events, changes in economic policy, market sentiment, 
and other real-time factors influencing economic activity, are attracting increasing interest. 
Modern natural language processing (NLP) methods and big data analytics technologies have 
significantly enhanced the ability to extract relevant information from news sources. This paper 
explores the application of large language models (LLMs) in a retrieval-augmented generation 
(RAG) system to analyze large volumes of news data while accounting for contextual significance. 
The proposed approach is compared with traditional text processing models used in the con-
struction of news indices. To evaluate effectiveness, we assess the predictive power of the genera-
ted indices within econometric forecasting models for several macroeconomic indicators. 
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